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Resumen  

La ubicación de los árboles y la individualización de sus copas son parámetros importantes para 

estimar diámetros, alturas y biomasa entre otras variables. Recientemente, la alta resolución 

espacial de las imágenes de vehículos aéreos no tripulados (UAV, por sus siglas en inglés) ha 

supuesto un impulso en estos procesos. A partir de las imágenes RGB de los UAV, se genera una 

nube densa de puntos 3D, que se utiliza para obtener un Modelo Digital de Elevación (DEM, por sus 

siglas en inglés). A partir de este DEM se deriva un modelo de altura de copa (CHM, por sus siglas en 

inglés) para la identificación individual de árboles. Aun teniendo resultados satisfactorios, si en el 

área de trabajo la densidad de vegetación es alta, la calidad de esta detección se reduce. El objetivo 

de este estudio es evaluar el uso de los índices de vegetación de color (CVI, por sus siglas en inglés) 

en los procesos de individualización de copas de Pinus radiata. Una vez realizados los vuelos del 

UAV, se obtuvo una nube de puntos densos en 3D y un ortomosaico. En segundo lugar, se aplicó un 

CVI a la nube de puntos 3D para diferenciar entre clases de vegetación y no vegetación para obtener 

un DEM y un CHM. Posteriormente, se aplicó un procedimiento de identificación automática de la 

copa al CHM. Los resultados se evaluaron comparando la identificación manual del árbol individual 

en el ortomosaico generado por el UAV y la identificación obtenida aplicando una red irregular 

triangular progresiva a la nube de puntos 3D. Los resultados obtenidos indican que la información 

de color de los puntos de la nube 3D es una alternativa para la individualización de los árboles en 

áreas con alta densidad de vegetación.  
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1. Introducción 

 

Los sistemas tradicionales de inventarios forestales se basan principalmente en datos de 

campo y estimadores estadísticos basados en el diseño de la muestra. Estos métodos pueden 

proporcionar estimaciones de las variables del inventario, aunque suponen un coste económico 

significativo (BRACK et al 2020). Además, la recopilación de datos a escala de campo requiere 

mucho tiempo y ofrece resultados inciertos debido a la variabilidad de las copas de los árboles en 

los bosques o plantaciones y la dificultad de adaptarse a patrones geométricos como conos u 

ovoides para poder mapearlos con sistemas de información geográficos (MESAS-CARRASCOSA et al 

2020). Además, los datos recopilados a partir de mediciones de campo a menudo se asocian con 

errores de muestreo y observación (GU et al 2020). 

 

En los últimos años, la teledetección se ha convertido en una disciplina cada vez más fiable 

en técnicas geométricas para determinar parámetros de interés en el bosque, tanto en términos de 
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masa como a nivel de árboles individuales (OZDEMIR et al 2021). Las imágenes utilizadas pueden 

ser registradas por sensores a bordo de tres tipos de plataformas: satélite, plataformas aéreas 

tripuladas y no tripuladas. En primer lugar, los programas de Observación de la Tierra (EO) se han 

utilizado en la gestión de recursos naturales mediante imágenes de resolución espacial media 

(LUCAS et al 2020) o alta (ZHU et al 2020), ofreciendo datos con diferente resolución espacial, 

espectral, radiométrica y temporal basados en diferentes tecnologías (VÁSCONEZ y SEVILLA 2018). 

Además, su cobertura global reduce la intensidad del muestreo y por lo tanto los costos económicos 

y temporales, proporcionando datos sobre áreas inaccesibles o de difícil acceso. Aun así, las 

plataformas satelitales tienen algunos inconvenientes, por ejemplo, los sensores pasivos dependen 

de las condiciones meteorológicas. Por otro lado, existe una limitación para obtener el conjunto 

tradicional de parámetros forestales obtenidos por el método clásico, como el diámetro a altura de 

pecho o áreas basales. Sin embargo, estas imágenes se han utilizado ampliamente en actividades 

forestales (LUCAS et al 2020, ZHU et al 2020, KOKUBU et al 2020). Por otro lado, mediante 

plataformas aéreas tripuladas es posible realizar un inventario forestal en áreas mucho más 

grandes que las que se pueden lograr con los métodos de campo tradicionales (AXELSSON et al 

2018), utilizando sensores pasivos como RGB (GUERRA-HERNÁNDEZ et al 2018), multiespectral 

(WINDRIM et al 2020), hiperespectral (MEDINA et al 2018) o termográficos (WOODGATE et al 2020), 

o sensores activos como Light Detection And Ranging (LiDAR) (MOE et al 2020), convirtiéndose este 

último en una herramienta para el inventario forestal en muchos países del mundo (NAESSET 2020, 

HYYPPA et al 2012, NAVARRO et al 2020, MAGNUSSEN et al 2018). Sin embargo, su elevado coste 

económico dificulta un seguimiento continuo del área de interés (THOMAS et al 2017). Por último, 

los vehículos aéreos no tripulados (UAV) se utilizan cada vez más en ingeniería forestal (MUSSO et al 

2020, KACHAMBA et al 2016, PANEQUE-GALVEZ et al 2014, WAITE et al 2019, ZAHAWI et al 2015, 

ZHANG et al 2016). Estas plataformas permiten adquirir datos de muy alta resolución espacial y 

temporal para cartografiar áreas forestales (ZHANG et al 2016), y se han utilizado para identificar 

especies o grados de estrés y/o enfermedades (WAITE et al 2019, BAENA et al 2017). 

 

En el inventario forestal, la detección y delimitación de las copas de árboles individuales (ITC, 

por sus siglas en inglés) es un requisito previo para estimar parámetros como diámetros, alturas o 

biomasa, entre otras variables (YILMAZ et al 2017, LIU et al 2018). Se han desarrollado diferentes 

métodos de ITC, pasivos (WAGNER et al 2018), activos (FERRAZ et al 2016) y a partir de múltiples 

fuentes de datos (ZHEN et al 2016). Los algoritmos de individualización de árboles incluyen la 

coincidencia de plantillas o “template matching”, la binarización de imágenes o técnicas de filtrado 

máximo local, entre otras (KE & QUACKENBUSH 2011). Por otro lado, los algoritmos para el 

delineado de copas de árboles se pueden clasificar en seguimiento de valles, crecimiento de 

regiones y segmentación de cuencas hidrográficas (KE & QUACKENBUSH 2011). En este contexto, 

los datos para ITC podrían obtenerse de sensores pasivos (TUOMINEN et al 2017) o de LiDAR 

(KROFCHECK et al 2016). Los sensores pasivos y las técnicas de fotogrametría permiten determinar 

las métricas del inventario forestal debido a su capacidad para proporcionar ortomosaicos y nubes 

de puntos 3D que se producen a partir de imágenes estereoscópicas basadas en Structure from 

Motion (SfM) (HILDRETH et al 1995). Sin embargo, a diferencia de las nubes de puntos LiDAR, 

debido a su incapacidad para penetrar en el follaje para alcanzar el suelo, solo puede producir un 

modelo digital de superficie (DSM) preciso en un bosque no denso (ZHANG & LIN 2017), y, por lo 

tanto, un modelo digital de elevación (DEM) externo es necesario para producir un adecuado modelo 

de altura de dosel (CHM). 

 

Para la correcta individualización de los árboles a partir de la información derivada de nubes 

de puntos densas 3D, ya sea de sensores activos o pasivos, el primer paso es clasificar los puntos 

de tierra. Basado en una nube de puntos densa en 3D generada a partir de imágenes de sensores 

pasivos a bordo del UAV en áreas de bosques densos, la calidad de esta clasificación es mala, 

ofrece resultados insatisfactorios y afecta significativamente a otros procesos (MOE et al 2020). Por 

lo tanto, generar un DEM preciso es un requisito previo para una caracterización precisa de la 
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información forestal utilizando nubes de puntos densas 3D fotogramétricas, comparable incluso a la 

obtenida con datos LiDAR (GUERRA-HERNÁNDEZ et al 2018, CAO et al 2019). 

 

Una estrategia común para la individualización de árboles es convertir la nube de puntos 

densa 3D, principalmente derivada de vuelos LiDAR, en un CHM u otro modelo de altura de árbol 

ráster y luego encontrar valores de altura mínima local (KOCh et al 2006, SILVA et al 2016, VEGA & 

DURRIEU 2011, ZHEN et al 2014). En ese caso, dependiendo del tipo de sensor, la dificultad radica 

en la necesidad de clasificar los puntos pertenecientes al suelo, lo que permitirá procesar 

correctamente la nube de puntos para la individualización de árboles (NOORDERMEER et al 2019, 

WALLACE et al 2016). Una vez que las nubes de puntos han sido procesadas y filtradas, existen 

varios algoritmos para la detección y segmentación de árboles como el algoritmo Máximo Local 

(KWONG & FUNG 2020), Coincidencia de plantillas (LARSEN & RUDEMO 1998, Segmentación de 

cuencas hidrográficas [3], Crecimiento de regiones (RAMLI & TAHAR 2020) y Delineación de Copa 

basada en el algoritmo de reconocimiento optimizado de objetos, identificación de copas de árboles 

y escalada (COTH) (GLEASON & IM, 2012), entre otros. Por otro lado, utilizando sensores pasivos y 

técnicas de fotogrametría, los métodos desarrollados para la individualización de dosel se 

distinguen en dos grupos, los basados en el uso de formas de datos derivados de nubes de puntos 

(WINDRIM et al 2020) y los que utilizan ortomosaicos. En este contexto, SPERLICH et al (2014), 

desarrollaron nubes de puntos a partir de imágenes aéreas obtenidas de vehículos aéreos no 

tripulados, logrando una precisión de individualización del 87,68% utilizando un algoritmo de 

cuencas hidrográficas en un bosque denso de coníferas. KATTENBORN et al (2014), actualizaron el 

algoritmo de SPERLICH et al (2014), clasificando geométricamente nubes de puntos derivadas de 

UAV e identificando palmeras densamente dispersas en un área de estudio de 9,4 ha con 

abundante maleza y otros árboles, con una precisión global del 86,1%. Todas las metodologías 

descritas anteriormente se basan en parámetros métricos como pendiente, distancia mínima o 

altura. Con un enfoque diferente, MESAS-CARRASCOSA et al (2020) propuso aplicar índices de 

vegetación de color sobre nubes de puntos densas 3D, para determinar la altura de una especie 

vegetal, en este caso de la vid, detectando y clasificando automáticamente los puntos 

pertenecientes a la clase de vegetación para luego determinar la altura de vides con referencia a las 

alturas de los puntos clasificados como suelo. 

 

2. Objetivos 

 

El objetivo general de esta investigación es evaluar el uso de un índice de vegetación de color 

en los procesos de individualización del dosel de Pinus radiata utilizando CHMs obtenidos de nubes 

de puntos 3D de alta densidad generadas por sensores RGB a bordo de UAV. 

 

3. Metodología 

 

3.1 Área de estudio 

 

La presente investigación se realizó en una plantación del año 1998 de Pinus radiata D Don 

(35°28'20.32 ”S, 71°48'55.41” W, WGS84) que cubre un área equivalente a 23,7 hectáreas, 

ubicada en el área de Querquel (Talca, Chile) (Figura 1) a una altura de 93 m sobre el nivel del mar. 

La temperatura media anual es de 14,2°C y la precipitación media anual es de 845 mm. La 

plantación se ubica sobre suelos de la serie Asociación Pocillas, caracterizados por tener una 

textura moderadamente fina, ser profundos (más de 100 cm), suavemente ondulados, ligeramente 

pedregosos, sin erosión, moderadamente ácidos (pH entre 5,6 y 6), no -salinos y no alcalinos 

(INSTITUTO NACIONAL DE INVESTIGACIÓN EN RECURSOS NATURALES 1964). 
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Figura 1. Área de estudio. 

 

La Figura 2 muestra el flujo de trabajo seguido en el presente estudio. Una vez realizados los 

vuelos del UAV, se procedió a procesarlos, obteniendo así una nube de puntos densa en 3D y un 

ortomosaico. Se aplicó un índice de vegetación de color (CVI) a la nube de puntos para diferenciar 

los puntos pertenecientes a clases de vegetación de las que no lo son. Estos últimos se utilizaron 

para crear un DEM basado en CVI (DEM-CVI). Por otro lado, los puntos terrestres de la nube de 

puntos densa 3D original se clasificaron mediante un algoritmo de red irregular triangulada 

progresiva (TIN) y se generó un DEM (DEM-TIN). De cada DEM se derivó un CHM, posteriormente, se 

aplicó un procedimiento de identificación automática del dosel. Finalmente, los resultados se 

evaluaron contrastando con las copas identificadas manualmente en el ortomosaico generado a 

partir del vuelo UAV. 

 
Figura 2. Flujo de trabajo. 

 

3.2. Vuelos UAV 
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Las imágenes fueron adquiridas el 31 de marzo de 2020, utilizando una plataforma avanzada 

DJI Plahtom4 (SZ DJI Technology Co., Shenzhen, China). Los sensores integrados para adquirir 

imágenes fueron un sensor RGB (R: rojo; G: verde; B: azul) con un tamaño de sensor de CMOS de 

1/2,3”, una lente de campo de visión igual a una lente de 94° y una distancia focal de 20 mm, lo 

que permite registrar imágenes con un tamaño de imagen de 4000x3000 píxeles. La altura de vuelo 

fue de 100 m sobre el nivel del suelo. Se planificó un vuelo UAV cruzado con líneas de vuelo en las 

direcciones N-S y E-O. Las imágenes se registraron en modo continuo a intervalos de dos segundos y 

una velocidad de 4,5 m s-1, dando como resultado un solape lateral y frontal igual al 95% y 70% 

respectivamente. La selección de estos porcentajes de solape entre imágenes permitió una 

reconstrucción 3D adecuada del área de estudio (TORRES-SÁNCHEZ et al 2015). 

 

Se colocaron cinco puntos de control de tierra, uno en cada esquina y el otro en el centro del 

área de estudio, y luego se calculó una aerotriangulación, permitiendo determinar con precisión y 

precisión la orientación absoluta, posición y orientación de cada imagen del bloque fotogramétrico. 

Posteriormente, se generó la nube de puntos densa en 3D utilizando técnicas de Structure from 

Motion (SfM). Esta metodología ha sido validada en proyectos de investigación anteriores (MESAS-

CARRASCOSA et al 2014). Además, se generó un orto-mosaico. Utilizamos el software Pix4Dmapper 

(Pix4D S.A., Prilly, Suiza) para el procesamiento fotogramétrico. 

 

3.3 Clasificación de puntos de suelo y modelo digital de elevación 

 

Se aplicaron dos estrategias diferentes en la clasificación de puntos basadas en: a) índice de 

vegetación de color (CVI) y b) elevación de puntos. En la generación de la nube densa de puntos 3D, 

para cada uno de los puntos se asoció un valor de color RGB resultante de proyectar estos sobre el 

modelo estereoscópico desde donde aplica. Con base en estos valores de RGB, se realizó una 

clasificación para discriminar aquellos puntos pertenecientes a la clase de vegetación de los que no 

lo son. La clase de puntos de no vegetación recoge los que pertenecen al suelo, así como las 

sombras y otros elementos artificiales. Basado en nuestra experiencia de investigación previa 

(MESAS-CARRASCOSA et al 2020), el CVI a utilizar es el Índice de Diferencia Normal Verde-Rojo 

(NGRDI) (WOEBBECKE et al 1993) usando la Ecuación (1) y este fue calculado para cada punto 

basado en valores RGB. 

𝑁𝐺𝑅𝐷𝐼 = (𝑔 − 𝑟)/(𝑔 + 𝑟)                                                                            (1) 
 

Así, teniendo en cuenta la información de cada punto referida al espacio de color RGB, y antes 

de calcular el índice, se realiza un espacio de color estandarizado (GEE et al 2008). Como resultado, 

los componentes de color normalizados r, g y b se encontraron en el rango [0,1], y se calcularon 

mediante las ecuaciones (2) - (4): 
r = R/(R + G + B)                                                                                          (2) 

g = G/(R + G + B)                                                                                         (3) 

b = B/(R + G + B)                                                                                         (4) 

 

donde, R, G y B son los valores RGB normalizados en el rango [0,1] obtenidos usando las 

ecuaciones (5) - (7): 

R = R/R_max                                                                                                  (5) 

G = G/G_max                                                                                                  (6) 

B = B/B_max                                                                                                  (7) 
donde, R_max, G_max y B_max es igual a 255 para imágenes con una resolución de 24 bits 

radiométricos. 

 

A través de un script desarrollado en Mathlab, la nube de puntos RGB 3D original se convirtió 

en una escala de grises, siendo el valor del índice NGRDI el valor del atributo para cada punto. La 

distribución de los valores NGRDI de los puntos sigue una distribución binomial que representa las 
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clases de vegetación y no vegetación. El siguiente paso fue determinar analíticamente el valor del 

umbral de separación entre ambas clases utilizando el método OTSU (1979). Este método consiste 

en analizar el histograma de los valores del NGRDI para buscar la separación de las dos 

distribuciones normales presentes en la distribución bimodal. Como resultado, se obtuvieron dos 

nubes de puntos 3D, una de ellas representando puntos pertenecientes a la clase de vegetación y la 

otra representando a la clase no vegetación. 

 

Por otro lado, basándose en la elevación del punto, los puntos del suelo se clasificaron 

utilizando un algoritmo de densificación progresivo de red irregular triangulada (TIN) utilizando 

LAStools (ISENBURG 2018). Siguiendo lo realizado por MOHAN et al (2017), la configuración de los 

parámetros fue: paso 10 m abombamiento 0,5, pico 1 m y desplazamiento 0,05 m. 

 

Como resultado, se generaron dos DEM con una resolución espacial igual a 1 m a partir de 

ambas clasificaciones. Con base en los valores de RGB, se utilizaron los puntos clasificados como 

no vegetación para obtener un DEM-CVI, mientras que, en el segundo caso, los puntos clasificados 

como terrestres se utilizaron para generar un DEM-TIN. 

 

3.4 Modelo de altura de dosel e individualización de copas 

 

A partir de ambos DEM generados previamente, se determinaron dos CHM (CHM-CVI y CHM-

TIN). Cada CHM se creó asignando el punto de elevación más alto dentro de cada celda de 1 metro 

de la cuadrícula al centro de la celda de la cuadrícula, que se procesaron utilizando el paquete 

rLiDAR. En primer lugar, se filtró CHM mediante un filtro Gaussiano de ventana de 3x3 píxeles para 

buscar ápices (SILVA et al 2016, MOHAN et al 2017), posteriormente se estableció una altura a 

partir de la cual el procesamiento interrumpe la búsqueda de nuevos árboles, esta altura se 

estableció en 7 metros al verificar que con alturas mayores obtuvo peores resultados. También se 

estableció un radio máximo de dosel de 2,5 metros de acuerdo con lo observado en campo. El 

parámetro de exclusión, que toma valores entre 0 y 1, representa los porcentajes de píxeles 

excluidos y un valor de 0,5 excluirá todos los píxeles de un solo árbol que tenga una altura menor al 

50% de la altura máxima del mismo árbol. Después de varias pruebas, este valor se estableció en 

0,66. Finalmente, se delineó el área proyectada en el suelo de las copas de los árboles individuales 

detectadas por el CHM y se calcularon las coordenadas de los centroides de las áreas de copas 

individualizadas. Para la individualización de las copas, se utilizaron FUSION (MCGAUGHEY 2018) y 

el paquete rLiDAR (R CORE TEAM 2019). 

 

Para validar los resultados, se establecieron 30 parcelas muestreadas al azar en el área de 

estudio. Las parcelas, de forma circular con un radio de 12,7 m, ocupaban una superficie de 507 

metros cuadrados. En estas parcelas se realizó una inspección visual del ortomosaico para 

identificar cada uno de los árboles como verdad terreno para llevar a cabo un control de calidad de 

los resultados obtenidos en los procesos de identificación automática utilizando ambos CHM. En 

particular, la precisión se evaluó en términos de verdadero positivo (VP, detección correcta), falso 

negativo (FN, error de omisión) y falso positivo (FP, error de comisión), así como con respecto a la 

sensibilidad (S), precisión (P) y F-score (F) como se explica en MOHAN et al (2017), utilizando las 

ecuaciones (8) - (10): 

S = TP/(TP + FN)                                                                                         (8) 

P = TP/(TP + FP)                                                                                          (9) 

F = 2 × S × P/(S + P)                                                                                  (10) 
 

En este caso, la sensibilidad se entiende como una medida de árboles correctamente 

detectados ya que está inversamente relacionada con el error de omisión. La precisión es la medida 

de árboles detectados correctamente en relación inversa con el error de comisión y, finalmente, la 

puntuación F representa la media armónica de sensibilidad y precisión. 
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4. Resultados 

 

4.1 Modelos digitales de elevación y modelos de altura de dosel  

 

La Figura 3 muestra el ortomosaico del área de estudio, así como los DEM y CHM generados 

por los métodos CVI y TIN. Además, la Tabla 1 muestra estadísticas para cada modelo digital. En el 

procesamiento del ortomosaico (Figura 3.a), se generaron alrededor de 99 millones de puntos 3D, 

es decir, unos 78,75 puntos por m3. La resolución espacial del ortomosaico fue de 2,8 cm por píxel. 

Como se muestra, había áreas con vegetación densa donde el suelo no era visible y, áreas con 

vegetación menos densa. 

 

En relación al DEM, en DEM-TIN (Figura 3.b.1) había áreas como islas distribuidas a lo largo 

del área de estudio donde la elevación aumenta abruptamente. Estas áreas coinciden con la 

presencia de una vegetación densa. Por otro lado, en DEM-CVI (Figura 3.b.2) estas áreas no 

aparecen. Ambos DEM tenían percentiles diferentes para la variable de elevación, y el DEM-TIN tenía 

percentiles más altos, excepto el percentil 50. Estas diferencias se incrementaron al aumentar el 

percentil. Estas diferencias pueden justificarse porque en el DEM-TIN, los puntos pertenecientes a la 

clase de vegetación se clasificaron como suelo, aumentando así el valor de la elevación del terreno 

representado en el DEM. 

 

Por otro lado, ambos CHM también mostraron diferencias según el DEM utilizado. En el caso 

del CHM-TIN (Figura 3.c.1) se puede observar cómo aquellas áreas que en el DEM-TIN presentaban 

un valor elevado de altura con respecto a las áreas circundantes ahora presentan valores bajos. 

Además, en el caso de CHM-CVI (Figura 3.c.2), los valores de las alturas normalizadas fueron 

mayores que en CHM-TIN. A modo de ejemplo, la Figura 4 muestra un perfil con los puntos 

clasificados como terreno teniendo en cuenta el uso de un TIN progresivo (Figura 4.a) y CVI (Figura 

4.b). Usando TIN progresivo (Figura 4.a), un grupo de puntos que pertenecen a la clase de 

vegetación se clasifican como puntos del suelo y, por lo tanto, alteran el DEM y CHM derivados. Por 

otro lado, usando CVI (Figura 4.b) estos puntos no aparecen y por lo tanto se generan correctamente 

DEM y CHM. 

 

 

 

 

Tabla 1: Distribución de alturas percentiles en modelos digitales de elevación (DEM) y Modelos de altura de dosel 

(CHM) considerando la clasificación de puntos terrestres con Red Triangulada Irregular (TIN) progresiva e Índice de 

Vegetación de Color (CVI). 

 Percentil de altura [m] 

Mdelo Digital 0 10 20 30 40 50 60 70 80 90 100 

DEM-TIN 53.30 59.17 60.55 62.05 63.80 64.93 66.20 67.50 68.59 70.98 83.40 

DEM-CVI 53.15 58.36 59.47 60.46 62.11 65.66 64.65 65.83 67.10 68.16 74.75 

CHM-TIN 0 0.59 4.31 8.59 11.52 13.62 15.27 16.70 18.16 19.91 28.54 

CHM-CVI 0 0.75 4.95 11.58 14.34 16.09 17.48 18.72 19.99 21.55 29.01 
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Figura 3. Resultados del procesamiento: a) Ortomosaico del área de estudio, b) Modelo de Elevaciones Digitales y 

c) Modelos de Altura de Dosel generados a través de 1) Red Irregular Triangulada progresiva y 2) Índice de Vegetación de 

Color. 

 

Figura 4. Clasificación de puntos de suelo mediante (a) Red Triangulada Irregular progresiva y (b) Índice de 

Vegetación de Color. 
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4.3 Individualización de copas 

 

En la Figura 5 se muestra la ubicación de las parcelas de muestreo en el área de estudio, 

además de detallar la individualización visual en el ortomosaico (Figura 5a), y los resultados, 

incluyendo falsos positivos y falsos negativos, de la individualización automática basada en CVI 

(Figura 5b) y TIN (Figura 5c). Por otro lado, la Tabla 2 muestra los resultados de la evaluación de la 

calidad de cada parcela. 

 

Figura 5. Parcelas de muestra en el área de estudio. Detalle de la parcela N° 4: Identificación de árboles 

visualmente (a), por CVI (b) y por TIN (c). Detalle de falsos positivos y falsos negativos. 

Se identificaron manualmente un total de 660 árboles individuales en las 30 parcelas, con un 

valor promedio de 22 árboles por parcela. En cuanto al número de VP, utilizando CVI en el proceso 

de clasificación, se detectaron correctamente un total de 481 árboles (72,9%) frente a 392 (59,4%) 

utilizando TIN. Por otro lado, el número de FP fue igual a 8 (1,2%) y 23 (3,5%) considerando CVI y TIN 

respectivamente. Además, el número de FN fue menor en la clasificación basada en CVI (171, 

25,9%) que en TIN (245, 37,15%). Así, la precisión media obtenida en el caso de clasificación por 

CVI alcanzó un valor igual a 0,98 frente al 0,62 obtenido por TIN. Del mismo modo, la sensibilidad 

media y la puntuación F1 en el caso de utilizar CVI fue igual a 0,74 y 0,84 respectivamente frente a 

0,62 y 0,74 en el caso de utilizar la clasificación TIN. 

 

Con base en estos resultados, hay un mejor resultado de sensibilidad, precisión y puntaje F 

usando la clasificación de la nube de puntos 3D usando CVI en comparación con los obtenidos por 

TIN. Esto indica que el método de filtrado de nubes de puntos UAV 3D utilizando CVI en un escenario 

con alta densidad de vegetación proporciona resultados más precisos en la identificación de árboles 

individuales. 
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Tabla 2. La evaluación de precisión para la individualización de árboles de la nube de puntos filtrada con índice de 

color y red irregular triangulada progresiva. VP: Verdadero Positivo; FP: falso positivo; FN: falso negativo; S: Sensibilidad; P: 

Precisión; F: puntuación F. 

Parcela 
Inventario 

manual 

Índice de vegetación de color Red Triangular Irregular 

VP FP FN S P F VP FP FN S P F 

1 16 16 0 0 1,00 1,00 1,00 11 0 5 0,69 1,00 0,81 

2 21 16 0 5 0,76 1,00 0,86 10 1 10 0,50 0,91 0,65 

3 9 5 0 4 0,56 1,00 0,71 4 1 4 0,50 0,80 0,62 

4 22 11 2 9 0,55 0,85 0,67 6 2 14 0,30 0,75 0,43 

5 20 15 1 4 0,79 0,94 0,86 14 1 5 0,74 0,93 0,82 

6 28 22 0 6 0,79 1,00 0,88 19 2 7 0,73 0,90 0,81 

7 30 25 0 5 0,83 1,00 0,91 16 0 14 0,53 1,00 0,70 

8 17 11 1 5 0,69 0,92 0,79 11 1 5 0,69 0,92 0,79 

9 26 16 0 10 0,62 1,00 0,76 13 2 11 0,54 0,87 0,67 

10 25 18 0 7 0,72 1,00 0,84 18 0 7 0,72 1,00 0,84 

11 25 13 0 12 0,52 1,00 0,68 11 0 14 0,44 1,00 0,61 

12 24 19 1 4 0,83 0,95 0,88 8 1 15 0,35 0,89 0,50 

13 24 14 0 10 0,58 1,00 0,74 12 0 12 0,50 1,00 0,67 

14 17 15 0 2 0,88 1,00 0,94 13 0 4 0,76 1,00 0,87 

15 28 23 0 5 0,82 1,00 0,90 16 0 12 0,57 1,00 0,73 

16 10 8 0 2 0,80 1,00 0,89 9 0 1 0,90 1,00 0,95 

17 20 13 0 7 0,65 1,00 0,79 11 0 9 0,55 1,00 0,71 

18 31 23 0 8 0,74 1,00 0,85 25 0 6 0,81 1,00 0,89 

19 29 27 0 2 0,93 1,00 0,96 22 0 7 0,76 1,00 0,86 

20 23 18 0 5 0,78 1,00 0,88 16 0 7 0,70 1,00 0,82 

21 21 11 0 10 0,52 1,00 0,69 10 1 10 0,50 0,91 0,65 

22 15 12 0 3 0,80 1,00 0,89 11 0 4 0,73 1,00 0,85 

23 18 14 1 3 0,82 0,93 0,88 10 1 7 0,59 0,91 0,71 

24 18 15 0 3 0,83 1,00 0,91 11 1 6 0,65 0,92 0,76 

25 26 17 0 9 0,65 1,00 0,79 13 3 10 0,57 0,81 0,67 

26 18 13 0 5 0,72 1,00 0,84 11 3 4 0,73 0,79 0,76 

27 29 20 0 9 0,69 1,00 0,82 18 1 10 0,64 0,95 0,77 

28 33 22 0 11 0,67 1,00 0,80 17 0 16 0,52 1,00 0,68 

29 10 7 1 2 0,78 0,88 0,82 5 1 4 0,56 0,83 0,67 

30 27 22 1 4 0,85 0,96 0,90 21 1 5 0,81 0,95 0,88 

 

5. Discusión 

 

En los últimos años, varios estudios han destacado el potencial de la teledetección en la 

silvicultura. En particular, los sensores a bordo de plataformas aéreas no tripuladas son una 

herramienta adecuada para determinar el número de árboles, la altura o la biomasa (TORRES-

SÁNHEZ et al 2015, KOH et al 2012, PUTTOCK et al 2015, LIM et al 2015). En este manuscrito, 

presentamos la utilidad de CVI para clasificar nubes de puntos 3D en clases de vegetación y no 

vegetación en áreas boscosas con alta densidad de vegetación como paso preliminar para generar 

un DEM y un CHM. El uso de CVI se ha empleado con éxito para identificar la vegetación 
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principalmente en imágenes (DAVID & BALLADO 2016), con pocas experiencias de su uso aplicado a 

nubes de puntos 3D (MESAS-CARRASCOSA et al 2020) y nunca en ámbito forestal. 

 

Los métodos más actuales para la detección de dosel de árboles individuales se basan en 

CHM y son muy eficaces siempre que se disponga de un DEM preciso (BELCORE et al 2020). Los 

resultados obtenidos en esta investigación se encuentran en los rangos obtenidos por otros autores 

utilizando otro tipo de datos y métodos. Así, la identificación de árboles individuales se puede 

realizar mediante sensores RGB (LIM et al 2015), hiperespectrales (NEVALAINEN et al 2017) o 

multiespectrales (XU et al 2020). Estos autores también utilizan un sensor RGB para generar una 

nube de puntos 3D para apoyar la delimitación e identificación de árboles individuales. Por otro 

lado, recientemente, otros autores están utilizando sensores LiDAR (KWONG & FUNG 2020, WU et al 

2019), aunque esta tecnología no está tan bien establecida en el uso de UAV como los anteriores. 

 

Estudios anteriores informaron una precisión para la detección de árboles individuales 

superior al 80,0% (MALEK et al 2014, JIANG et al 2017, SANTOS et al 2019). Sin embargo, las 

zonas estudiadas eran plantaciones de baja densidad o en terreno plano. En particular, nuestros 

resultados en dosel montañoso fueron similares a los reportados por GUERRA-HERNÁNDEZ et al 

(2018), y mucho mejores que los informados por otros autores (WULDER et al 2020) con una 

precisión del 67%. Por otro lado, estudios recientes han demostrado que los métodos de 

aprendizaje profundo son una alternativa para detectar árboles individuales (LI et al 2017, CSILLIK 

et al 2018). Hasta donde sabemos, los CVI no se habían aplicado anteriormente para clasificar 

automáticamente las nubes de puntos 3D en áreas forestales, siendo ésta una alternativa precisa, 

como se ha demostrado para la detección de árboles individuales. El uso de CVI como se propone 

en este estudio en el proceso de clasificación 3D para realizar DEM y CHM permitió utilizar un 

método totalmente automático, sin necesidad de seleccionar ningún parámetro antes de la 

clasificación. Por tanto, los resultados dependen únicamente de la información radiométrica 

almacenada en cada uno de los puntos sin ninguna consideración geométrica. 

 

La silvicultura moderna requiere principalmente información forestal digital y la teledetección 

basada en vehículos aéreos no tripulados ofrece un futuro prometedor a este respecto (BIRDAL et al 

2017). Además, la facilidad de recopilación de datos, el control flexible de la resolución espacial y 

temporal, los bajos costos operativos y el entorno de trabajo más seguro que respalda la 

recopilación de datos con UAV hacen que se utilicen cada vez más. En el futuro, se debe continuar 

investigando y mejorando el desarrollo de algoritmos de detección de árboles basados en las 

características de las nubes de puntos, incluida la identificación de especies y la evaluación de la 

estimación de otras características a nivel de árbol, como el DAP y el área del dosel, que son 

factores importantes y necesarios para estimar la biomasa. 

 

6. Conclusiones 

 

En este trabajo, se ha presentado una nueva metodología para la individualización de copas 

de Pinus radiata basada en la información de color de las nubes de puntos 3D generadas por 

imágenes de sensores RGB a bordo de UAV. Los resultados se compararon con los obtenidos en la 

individualización de árboles utilizando una red irregular triangulada progresiva y con identificación 

visual del árbol en un ortomosaico. Los resultados obtenidos indican que la información de color de 

las nubes de puntos 3D es una alternativa para la individualización del árbol bajo las condiciones de 

esta investigación. 

El marco propuesto expone el potencial de los puntos fotogramétricos UAV basados en la 

nube para la individualización de árboles y el monitoreo forestal y enfatiza que la investigación 

futura debe enfocarse en estimar otros atributos de los árboles individuales, como la altura, el 

tamaño y el diámetro de la copa, y desarrollar modelos predictivos para estimar biomasa aérea y 

volumen de tallos a partir de imágenes UAV. 
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