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Resumen  

Se ha evaluado la biomasa y el carbono secuestrado en un área cubierta por un monte bajo de 

Quercus pyrenaica Willd. asociado principalmente a Cistus laurifolius L. recuperado tras el incendio 

forestal de Chequilla (Guadalajara, España) de 2012.  

Se han utilizado imágenes Sentinel-2 junto con inventarios que incluyen parcelas de biomasa total en 

peso seco de entre 5 y 14 Mg*ha-1. Se han utilizado métodos no lineales y no paramétricos de 

regresión por procesos gaussianos para relacionar los valores de reflectividad de las imágenes 

Sentinel-2 con la biomasa total de los arbustos.  

Con un inventario de 33 parcelas para 136 ha se puede evaluar la biomasa total con un RMSE de 

1,58 Mg*ha-1 y un sesgo de 0,05 consiguiendo un error entre el 11,2 y el 28,8% para la biomasa 

estudiada, lo que supone una buena evaluación asociada a una baja intensidad y coste de inventario 

forestal. Los resultados indican una metodología apta para la gestión forestal, siendo asequible en 

términos de tiempo, coste, esfuerzos y capacidad de cálculo que puede ser replicada para analizar el 

balance de carbono en zonas sin gestión tras un incendio.  
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1. Introducción 

 

Los inventarios de biomasa son la clave para diseñar y evaluar las políticas relativas a las 

reservas de carbono y al secuestro de carbono (NAVARRETE-POYATOS et al., 2019), incluidas las 

propuestas de gestión forestal para maximizar la protección y la dinámica tanto de los depósitos 

como de los sumideros. En consecuencia, es necesario llevar a cabo una sólida contabilidad del 

carbono (GONZÁLEZ-DÍAZ et al., 2019). 

 

Debido al riesgo recurrente de incendios en la Península Ibérica, es de especial interés evaluar 

la recuperación de carbono tras los incendios debida a la propia actividad natural y sin acción del 

humano y desde un punto de vista cuantitativo, superando el tradicional enfoque cualitativo 

representado por la severidad del fuego y los índices de recuperación relacionados.  

 

Como ejemplo, la severidad y la extensión de un incendio forestal han sido ampliamente 

analizadas y discutidas, incluyendo el análisis mediante técnicas de teledetección e imágenes 

(GUILLEM-COGOLLOS et al., 2017). Sin embargo, se observa que ni la extensión del incendio ni los 

índices ópticos son parámetros válidos para evaluar los daños del incendio y para gestionar la 

contabilidad del carbono en la medida en que no se debe confundir la extensión y el daño del 

incendio con la recuperación vegetativa, y más teniendo en cuenta la diversidad de especies y 

estructuras afectadas. 

 



 
2/16 

 

 

Después de un incendio, la vegetación se recupera normalmente como una estructura de 

matorral y la cuantificación de la biomasa arbustiva se ha revelado costosa en términos de tiempo y 

esfuerzos, aunque se han propuesto algunas metodologías estándar para su estimación (NAVARRO y 

BLANCO, 2006).  

 

A pesar de esta dificultad, la evaluación de la biomasa arbustiva es indispensable ya que son 

una parte significativa de los modelos de combustible (SCOTT & BURGAN, 2005). Los modelos de 

combustible, diseñados para para zonas boreales son una colección de características vegetativas 

que dan amplios intervalos de valores de biomasa relacionados con cada una de ellas y, en 

consecuencia, no pueden ser utilizados mediante una simple transposición a zonas mediterráneas 

para el recuento de precisión de la biomasa y el carbono (QUÍLEZ y CHINCHILLA, 2013). 

 

La biomasa de los arbustos de plantas leñosas también se ha estudiado mediante valores 

biofísicos, como el índice de área foliar (Leaf Area Index, LAI por sus siglas en inglés). Como ejemplo, 

para rodales de Pinus halepensis Mill. en España, la relación entre el LAI y la biomasa total muestra 

una tendencia decreciente, muy marcada con la edad (SERRADA y GARRACHÓN, 2000). Sin embargo, 

el largo periodo necesario para encontrar variantes significativas hace que este método no sea 

adecuado para un análisis temporal en términos asequibles de tiempo y coste.  

  

En cuanto al muestreo de campo, la evaluación de la biomasa, y por tanto de las reservas de 

carbono, se puede conseguir a gran escala mediante inventarios forestales tradicionales, como el 

Inventario Forestal Nacional (IFN) en España utilizando ecuaciones de biomasa (DGCN, 2006). Sin 

embargo, las áreas inventariadas y la distancia entre parcelas en el IFN (normalmente, 1 Km) son 

bastante grandes ya que ambos están diseñados para una evaluación global. Además, el tiempo 

transcurrido entre los trabajos de campo consecutivos, es decir, el desfase real es ya de más de 15 

años para la mayor parte del territorio español por lo que se carece de información precisa y 

actualizada en áreas específicas de interés.  

 

Para zonas amplias y extendidas se han propuesto algunas metodologías para la evaluación de 

la biomasa arbustiva. Sin embargo, éstas hacen uso de ecuaciones generales sin distinción de 

especies (ENES et al., 2010). En este sentido, se han estudiado grandes áreas de matorrales después 

de incendios con una clasificación general independientemente de la composición del matorral 

(ARANHA et al., 2020). 

 

Los modelos de biomasa arbustiva no suelen estar disponibles en la literatura. En España, por 

ejemplo, donde los matorrales ocupan una notable superficie, existe poca información para la 

estimación de la biomasa a nivel de formación (NAVARRO y BLANCO, 2006; PASALODOS et al., 2015) 

y sólo recientemente se han obtenido ecuaciones de biomasa para las estructuras arbustivas más 

importantes de España basadas en la cobertura del suelo por la vegetación y en medidas de altura 

(MONTERO et al., 2020). Estas ecuaciones proporcionan una cuantificación precisa de la biomasa 

para cada estructura arbustiva y pueden suponer una ventaja para la evaluación de la biomasa si se 

segmenta adecuadamente el uso del suelo. Esto facilita la aplicación de ecuaciones específicas, ya 

que los incendios forestales propician una recuperación de la vegetación heterogénea en toda la zona 

afectada.  

 

Desde el punto de vista de la teledetección, asegurar la verdad-terreno es esencial: aunque se 

ha estudiado la relación entre la reflectividad en el espectro óptico y la biomasa, no es posible evaluar 

correctamente la biomasa a partir de imágenes de teledetección sin vincular esta información con los 

datos de campo (DONG et al., 2003; MUUKONEN & HEISKANEN, 2005). Esto significa que, para 

cualquier estudio, deben tomarse datos de campo con fines de calibración y validación. 
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Independientemente del origen de los datos de teledetección, tanto de sensores pasivos como 

activos, se han probado varias metodologías para el procesamiento de los datos, incluyendo el 

análisis de regresión múltiple, los métodos k-NN y las redes neuronales, entre otros (KUMAR et al., 

2015). Con estos métodos de regresión paramétrica se han alcanzado valores de precisión de R2 de 

entre 0,56 y 0,74. En estos enfoques se asume una relación directa (lineal, cuadrática o múltiple) 

entre la reflectividad y la variable observada y se aplican imágenes multiespectrales sobre diferentes 

tipos de bosques (GALIDAKI et al., 2017). Pero todos estos estudios se realizaron sobre masas 

maduras y homogéneos y nunca sobre matorrales. 

 

Otros métodos empíricos se basan en funciones de regresión no paramétricas sin ninguna 

suposición explícita sobre las dependencias de las variables ni sobre la distribución de los datos. 

Estos métodos evitan llevar a cabo relaciones previas de bandas espectrales, transformaciones o 

funciones de ajuste (VERRELST et al., 2015) 

 

Los métodos empíricos están limitados dentro del rango de valores del conjunto de datos de 

entrenamiento y, por tanto, es difícil extrapolar los resultados a otras condiciones o biomas (COMBAL 

et al., 2003). Sin embargo, algunos de los métodos de regresión no paramétricos han demostrado su 

capacidad de adaptación a los estudios de teledetección. Entre ellos, los algoritmos de regresión no 

lineal de aprendizaje automático, como las redes neuronales artificiales (RNA), las máquinas de 

apoyo vectorial (SVM, Support Vector Machine) o la regresión por procesos gaussianos (GPR, 

Gaussian Processes), se han aplicado eficazmente para la evaluación de variables biofísicas a partir 

de datos de observación de la Tierra (VERRELST et al., 2012; WANG et al., 2017) 

 

Los GPR son una colección de variables aleatorias finitas con una distribución normal 

multivariante (RASMUSSEN, 2004). Estos procesos están relacionados con una colección de variables 

aleatorias indexadas que pueden definirse a través de una densidad de probabilidad compartida, 

típicamente una distribución gaussiana. La aplicación de los GPR para la evaluación de la biomasa y 

los estudios de los matorrales no ha sido probada en profundidad hasta ahora. Además, los 

desarrollos descritos anteriormente utilizan una amplia gama de valores y datos de campo y no se 

pueden tomar como referencia para estimar el número de muestras necesarias para un buen 

rendimiento.  

 

Finalmente, más allá del análisis apriorístico de las consecuencias de los incendios y la 

posterior recuperación de los bosques, es fundamental estimar con precisión las reservas de carbono 

para la aplicación de medidas que mitiguen el cambio climático. Por lo tanto, una evaluación 

adecuada de la biomasa en una estructura arbustiva post-incendio es necesaria para evaluar a largo 

plazo las consecuencias de las emisiones debidas al incendio evaluando adecuadamente el 

secuestro de carbono asociado a la recuperación de la vegetación de forma cuantitativa mejorando 

las metodologías basadas en índices ópticos tradicionales. 

 

2. Objetivos 

 

El objetivo general de este trabajo es estimar la biomasa de la zona regenerada en estado 

arbustivo tras el incendio forestal de 2012 en Chequilla (Guadalajara, España).  

 

Se establecen como objetivos específicos (i) definir un algoritmo mediante un método empírico 

no paramétrico basado en técnicas de aprendizaje automático de procesos gaussianos para aplicarlo 

sobre imágenes Sentinel-2; (ii) evaluar la capacidad del algoritmo específico para estimar la biomasa 

total de una asociación vegetal característica post-incendio; (iii) evaluar el secuestro de carbono 

derivado de la regeneración de la vegetación post-incendio en la zona durante un periodo de ocho 

años y, finalmente, (iv) obtener un mapa de distribución espacial de biomasa y stock de carbono 

sobre el área de estudio con una resolución de 10 m. 
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3. Metodología 

 

3.1. Área de estudio 

 

Se ha estudiado la zona afectada por un incendio forestal en el entorno de los municipios de 

Chequilla, Checa, Alcoroches y Traid en la provincia de Guadalajara (España). Esta zona presenta un 

clima oceánico típico, Cfb de Köppen, sin estación seca y con un verano cálido en el que la 

temperatura media durante el mes más frío es apenas inferior a 0º C, la temperatura media anual es 

superior a 22°C y hasta siete meses tienen una media superior a 10ºC. Chequilla registra una 

temperatura media anual de 9,1ºC, una precipitación anual de 703 mm y se encuentra a 1.355 

m.s.n.m. 

 

El incendio se inició el 1 de agosto de 2012 y finalizó el 4 de agosto de 2012 afectando hasta 

1.151 ha, de las cuales 788 ha están incluidas en la categoría forestal. La vegetación en 2012 antes 

del incendio estaba dominada principalmente por Pinus sylvestris L. con algunos individuos de Pinus 

nigra Arnold, y Quercus pyrenaica Willd. en el sotobosque. Los suelos son principalmente de esquisto 

o pizarra con algunas zonas dominadas por arenisca y cuarcita. 

 

El estudio se centra en el monte público "Dehesa Espineda", registrado como MUP 133, 

propiedad del Ayuntamiento de Checa y gestionado por la Junta de Comunidades de Castilla-La 

Mancha. En 2020 la zona quemada estaba compuesta en su mayoría por Quercus pyrenaica Willd. 

como monte bajo y arbustos de Cistus laurifolius L. y Genista florida L., que es una asociación típica 

del bosque degradado según Ruiz de la Torre (1981). El área total de estudio del monte bajo de roble 

cubre 136,52 ha.  

 

El centro del área de estudio se sitúa en las coordenadas [604700, 4495300] referidas a la 

zona UTM 30TWL sobre datum WGS-84, correspondientes a 40°36'7''N, 1°45'45''E. Esta zona 

incluye estructuras forestales significativas correspondientes a Pinus sylvestris L. (DGCN, 2006) no 

afectadas por el fuego, zonas quemadas no recuperadas, zonas recuperadas de Quercus pyrenaica 

Willd. tras el incendio y asentamientos agrarios y urbanos (Figura 1). 

 

Figura 1. Área de estudio y ubicación de las parcelas de campo para estimar la biomasa arbustiva en la zona quemada 

(Chequilla, España). 2020. 
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3.2. Imágenes de satélite 

 

Para evitar la influencia de los efectos de la iluminación relacionados con la geometría y los 

ángulos de adquisición en los valores de reflectancia, sólo se han utilizado las imágenes de las fechas 

más cercanas al solsticio de verano de 2020. Las imágenes de Sentinel-2A se han descargado en un 

nivel de reflectividad 2A (reflectividad de superficie tras corrección atmosférica) (Copernicus, 2020). 

Se ha utilizado un área de estudio de 10x10 km. 

 

La adquisición de imágenes es coetánea con el trabajo de muestreo de campo. Teniendo en 

cuenta que el crecimiento anual de la biomasa se recoge en los meses de primavera y verano y 

asumiendo sólo una única tasa anual total (como valor discreto, no como incremento continuo), se 

puede utilizar una sola imagen satelital para obtener el mapa final de biomasa. 

 

3.3. Método de muestreo y ecuaciones alométricas 

 

Para realizar un muestreo en los matorrales se han sugerido muchas metodologías. Por 

ejemplo, el método de intercepción de líneas desarrollado por CANFIELD (1941) es una técnica que 

se empleó para estimar la cobertura en los pastizales del suroeste de Estados Unidos. Actualmente, 

es el más utilizado y adaptado para aplicaciones de inventario y seguimiento de pastizales, incluyendo 

la evaluación de la biomasa en áreas quemadas en mosaicos de arbustos y pastizales (SILVA et al., 

2016). Sin embargo, debido al objetivo de la investigación actual de reducir el coste de muestreo y 

maximizar la representatividad de la base de datos, se ha desarrollado un inventario aleatorio.  

 

Se ha aplicado la ecuación alométrica para la formación de arbustos compuesta por Quercus 

pyrenaica y Cistus laurifolius (RUIZ-PEINADO, 2021). 

 

Biomasa (Mg ha-1) = 0,2693*(FCC*altura media)0,5232  Ec. (1) 

 

Donde FCC es la fracción de cabida cubierta, medida en % y la altura media de la formación de 

matorral medida en cm.  

 

3.4. Evaluación del carbono secuestrado 

 

La reserva total de biomasa recuperada tras un incendio forestal es considerada como 

secuestro de carbono en su forma equivalente de CO2 (CO2 eq.). Se ha calculado una fracción de 

carbono de la biomasa seca, según estudios previos, de 0,4799 (IBÁÑEZ et al., 2002; MONTERO et 

al., 2013). Tras esto, se ha considerado el peso molecular del CO2 y la relación estequiométrica entre 

el carbono y el CO2 para obtener la cantidad total de CO2 eq. De esta forma el coeficiente de 

transformación entre biomasa y CO2 eq. es de 1,759.  

 

3.5. Evaluación del muestreo  

 

Para garantizar la fiabilidad del procedimiento de selección de parcelas se ha aplicado el 

método de Monte-Carlo (ROBERT, 2004). Por este método se realiza un análisis de datos basado en 

un muestreo aleatorio para generar valores para los componentes probabilísticos y compara el 

muestreo con las bases de datos simuladas para evaluar la representatividad de la muestra a pesar 

del reducido número de parcelas seleccionadas. Por tanto, este método combina conceptos 

estadísticos como el muestreo aleatorio con la generación de número pseudo-aleatorios y se basa en 

el muestreo sistemático de variables aleatorias.  
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Se ha realizado una evaluación de la distribución de los valores radiométricos siguiendo el 

procedimiento Monte-Carlo, comparando la distribución de los valores de NDVI de las parcelas 

inventariadas en relación con la distribución de los valores NDVI de toda la zona de estudio (10 x 10 

km2). Como el número de pixeles de las parcelas y el número de pixeles de la zona de estudio son 

completamente diferentes, no es consistente estadísticamente comparar los dos histogramas de 

NDVI. Por ello, se ha llevado a cabo una comparación entre las frecuencias acumuladas de NDVI de 

ambas distribuciones para que la verdadera frecuencia y el patrón desplazado aleatoriamente de las 

muestras sean comparables.  

 

Mediante este método (i) se calcula una frecuencia acumulada de los n píxeles de los valores 

de NDVI correspondientes al muestreo. Posteriormente, (ii) se calcula la frecuencia de una muestra 

aleatoria de valores de NDVI en la imagen y (iii) el paso (ii) se repite 199 veces con 199 vectores 

aleatorios de traslación diferentes. 

 

Este método proporciona una población total con una frecuencia acumulada de N = 199 + 1 en 

la que se aplica una prueba estadística con un nivel de significancia de 0.05. Para un nivel de NDVI 

dado, si la función de densidad de la parcela se encuentra entre dos límites, definidos por los cinco 

valores más altos y los cinco más bajos de las 200 frecuencias acumulativas, se acepta la hipótesis 

nula; en caso contrario, se rechaza. En el primer caso, se supone que ambas distribuciones del NDVI, 

la del área de estudio y la de las parcelas de muestreo, son equivalentes. 

 

3.6. Procesos gaussianos (GPR) 

 

Los modelos de regresión del proceso gaussiano son modelos probabilísticos no paramétricos 

basados en metodología kernel. Mientras que, las regresiones lineales estiman el error a partir de la 

propia base de datos, un GPR genera una respuesta a partir de un intervalo de variables de los datos 

de entrenamiento y un nuevo vector como entrada al introducir las variables de un proceso 

gaussiano. 

 

El supuesto principal es que un conjunto de variables aleatorias, para cualquier combinación 

finita de ellas, se distribuye a lo largo de una curva gaussiana y, por tanto, cualquier número de 

variables observadas también se distribuirá como una gaussiana. En consecuencia, un modelo GPR 

es un método probabilístico y, por lo tanto, es posible predecir resultados a partir de modelos de 

entrenamiento. Además, los resultados no se ajustan a una línea de respuestas, sino que se sitúan en 

un intervalo de probabilidad (RASMUSSEN, 2004). 

 

La función de covarianza entre las variables de entrada y salida muestra la similitud entre ellas. 

Esta función kernel y su media (fijada en cero para simplificar) definen el GPR (CAMPS-VALLS et al., 

2009). En este estudio se aplica una función kernel con distintas longitudes de separación para cada 

variable predictora sobre el conjunto de datos, aplicándose posteriormente un método automático de 

determinación para evaluar la importancia de cada una de las variables predictoras (NEAL, 1996). 

 

El GPR es un método muy adecuado para el análisis en teledetección, ya que no está limitado 

por el gran número de parámetros necesarios para la implementación de métodos como las redes 

neuronales (MACKAY, 1998) y sus requisitos computacionales son menos exigentes que los basados 

en métodos de inversión píxel a píxel (VERRELST, 2015). Sin embargo, el GPR aún no se ha probado 

en zonas que requieren un gran esfuerzo de inventario para simplificar los datos de campo. 

 

3.7. Análisis de los datos 

 

Se han entrenado los GPR con las bandas espectrales de Sentinel-2 desde la 2 a la 8A (de 490 

a 865 nm), ambas incluidas, y las bandas SWIR 11 (1.610 nm) y 12 (2.190 nm) como entradas, 
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mientras que la biomasa total representa la salida. No se incluyen bandas sintéticas adicionales crea 

porque los métodos no paramétricos pueden extraer toda la información relevante de las bandas sin 

la intervención del usuario. Los datos de campo se dividieron aleatoriamente en cinco subconjuntos 

con valores de biomasa bien distribuidos. Se utilizaron cuatro subconjuntos para el entrenamiento del 

algoritmo en cada iteración y un subconjunto se utilizó para la validación de los resultados. El objetivo 

de las iteraciones es la generación de todas las combinaciones posibles entre los subconjuntos de 

entrenamiento y de validación para que ésta sea los más robusta. 

 

El rendimiento se ha evaluado con el error medio absoluto de la raíz cuadrada (RMSE) y el 

coeficiente de determinación (R2) como indicadores generales de precisión.  

 

Como el estudio sólo se ha realizado sobre una estructura de arbustos, se ha obtenido un único 

algoritmo genérico utilizando todos los puntos de datos del terreno. Para comprender el ajuste entre 

los valores observados y los predichos, se ha incluido una línea de regresión del eje mayor (MAR) 

correspondiente a la pendiente bien ajustada (HARPER, 2014). Aunque se ha demostrado que para 

las estructuras forestales adultas es necesario dividir los valores de reflectividad en función de sus 

características (VINUÉ-VISÚS et al., 2019), las estructuras de arbustos regenerados tras el incendio se 

han probado como una única clase. 

 

4. Resultados 

 

4. 1. Inventario y base de datos 

 

Tras la aplicación aleatoria del método de muestreo se ha observado una gran variabilidad de la 

biomasa (Figura 2 y Tabla 1) para caracterizar una estructura arbustiva post-incendio con sólo un 

número limitado de parcelas (33 parcelas muestreadas, más 5 parcelas de suelo no forestal). 

 

Figura 2. Muestreo de biomasa de Quercus pyrenaica Willd. en Chequilla (Mg*ha-1), 2020. 

 

Las 33 parcelas tienen una fracción de cabida cubierta entre el 50% y el 95% con 25 parcelas 

con al menos el 70%. La altura de Quercus pyrenaica Willd. oscila entre 0,6 y 1,9 m y el área de la 

parcela, con un radio de 15 m, suele compartirse con Cistus laurifolius L. y Genista florida L., pero 

normalmente con una altura menor que la de Quercus pyrenaica Willd. 

 

Tabla 1. Estadística de los valores de biomasa arbustiva (Mg*ha-1) para el área de estudio de Chequilla 

Campaña Mínimo 1er cuartil Mediana Media 3er cuartil Máximo 

2020 5,480 7,850 8,980 9,367 11,110 14,040 

 

En el caso del muestreo de matorral, la media (9,367 Mg*ha-1) es ligeramente superior al valor 

de la mediana (8,980 Mg*ha-1) y la diferencia entre la mediana y el tercer cuartil (11,110 Mg*ha-1) es 



 
8/16 

 

 

mayor que la diferencia entre la mediana y el primer cuartil (7,850 Mg*ha-1). En consecuencia, la 

base de datos muestra una distribución ligeramente sesgada, pero cercana a la normal. El rango se 

sitúa entre 5,480 y 14,040 Mg*ha-1, es decir, no es especialmente amplio para una estructura 

arbustiva de la misma edad. Además, no se pueden encontrar diferencias notables mediante una 

inspección visual. Sin embargo, incluso con una asimetría menor en la distribución de la biomasa, 

esos valores y rangos han sido también observados por otros autores (MONTERO et al., 2020), y en 

consecuencia el muestreo puede ser aceptado como adecuado para este estudio.  

 

Para la calibración y para incluir la máxima variabilidad de los valores de reflectividad en la 

base de datos, se han seleccionado al azar seis parcelas de suelo desnudo. Estas parcelas tienen un 

rango de NDVI máximo de 0,11, lo que garantiza la ausencia de vegetación significativa. 

 

4.2. Evaluación del maestreo de campo 

 

Una vez que los valores de la biomasa están bien distribuidos, se ha realizado una evaluación 

de la distribución de los valores radiométricos comparando los valores de la distribución del NDVI de 

las parcelas inventariadas con la distribución del NDVI en toda la escena mediante el procedimiento 

de Monte-Carlo (Figura 3). A efectos de demostración metodológica, se ha seleccionado un área 

global de 10x10 km2, incluyendo la zona quemada. Esta zona quemada representa sólo alrededor del 

5% del territorio total incluido en la zona de estudio y una amplia zona circundante que no se quemó. 

 

Figura 3. Distribución del NDVI para Chequilla, junio de 2020. 

 

Tras aplicar el procedimiento de Monte-Carlo, se observa que la distribución del NDVI para el 

muestreo de campo se ajusta a la zona de estudio. Además, las distribuciones reales y simuladas son 

equivalentes (Figura 4), oscilando los valores de NDVI de las parcelas entre 0,44 y 0,80. Se supone 

que los valores más bajos no están relacionados con el bosque debido a los altos valores de la 

fracción de cobertura del suelo de las parcelas (0,5 a 0,95). 
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Figura 4. Comparación de la distribución del NDVI entre el área de estudio (puntos verdes) y sobre toda la imagen (5 valores 

más altos y más bajos como líneas externas). Zona del incendio de Chequilla, junio de 2020. 

Esta amplia zona de 10x10 km2 muestra claramente que los valores de NDVI son muy similares 

tanto para las zonas quemadas como para las recuperadas, y también para otras partes del bosque 

no alteradas. 

 

4.3. Evaluación de la biomasa y del carbono 

 

La Figura 5 muestra el gráfico de dispersión entre el modelo mejor ajustado obtenido por GPR y 

los datos de biomasa en el terreno para el bosque de robles de Q. pyrenaica Willd. con otras especies 

de arbustos. Utilizando todos estos puntos para entrenar un GPR con los datos de Sentinel-2, el R2 

entre esos valores estimados frente a los datos de campo puede suponer hasta un 88% de la 

variabilidad del bosque.  

 

El error, evaluado como error cuadrático medio (RMSE) alcanza 1,58 Mg*ha-1 para el rango de 

biomasa recogida de 5,480 y 14,040 Mg*ha-1, lo que representa un máximo de 28,8 % y un mínimo 

de 11,2 % de error en la evaluación de la biomasa producida tanto por sobreestimación como por 

infraestimación. 

 

Figura 5. Valores de biomasa medidos frente a los estimados (GPR) para Sentinel-2. MAR: ajuste de regresión del eje 

principal; N: número de muestras; B: sesgo medio; R2 coeficiente de determinación; S: desviación estándar del sesgo; 

RMSE: error cuadrático medio. La línea discontinua es la línea 1:1; la línea continua es el ajuste MAR. Los puntos verdes 

son parcelas de arbustos; los puntos rojos son parcelas de suelo desnudo. 
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El ajuste lineal MAR entre las predicciones y los valores del terreno revela pendientes ajustadas 

cercanas a 1 (0,90) y pequeñas compensaciones (0,81 Mg*ha-1) para un algoritmo general (Tabla 2). 

Todos estos resultados indican que el uso combinado de un muestreo de campo aleatorio, una baja 

intensidad de muestreo y una segmentación mínima de la base de datos garantizada por 

distribuciones reales y simuladas equivalentes puede proporcionar excelentes resultados para fines 

de gestión forestal y contabilidad del carbono mediante el uso de modelos probabilísticos aplicados a 

las imágenes de teledetección de Sentinel-2. 

 

Tabla 2. Resultado de la aplicación de un proceso gaussiano. MAR: ajuste de regresión del eje principal; R2 coeficiente de 

determinación; RMSE: error cuadrático medio. 

Imagen Estructura MAR R2 RMSE 

Sentinel-2A Matorral Q. pyrenaica Willd. y = 0,81 + 0,90x 0,83 1,58 

 

Finalmente, la aplicación del algoritmo general obtenido a partir del GPR se ha aplicado sobre el 

área correspondiente para estimar la biomasa total en el área regenerada tras el incendio (Figura 6a). 

Además, se ha considerado la relación entre la biomasa y el CO2 eq. para estimar el carbono total 

secuestrado en los siguientes ocho años después del incendio (Figura 6b). 

  

(a) (b) 

Figura 6. Biomasa del matorral y stock de carbono ocho años después de un incendio que quemó un bosque de Pinus 

sylvestris L. en Chequilla, España. (a) biomasa de una estructura de matorral de Quercus pyrenaica Willd. (Mg*ha-1), 2020; 

(b) stock de carbono de una estructura de matorral de Quercus pyrenaica Willd. (Mg *ha-1), 2020. 

 

Para la superficie total de 136,52 ha se ha estimado un total de carbono secuestrado de 

2.287,21 Mg de CO2 eq. por el monte bajo de roble debido a su recuperación natural, lo que significa 

una media de secuestro de carbono de 2,094 Mg ha-1 año-1. 

 

4.4. Aplicación del GPR en zonas no quemadas 

 

Aunque el GPR ha sido entrenado para una estructura forestal específica, se ha probado su 

aplicación sobre otro tipo de bosque. Después de aplicar el algoritmo general obtenido con el GPR 

sobre el área de robles jóvenes, se ha realizado un experimento aplicando el mismo algoritmo sobre 

14,8 ha de zonas no quemadas (Figura 7). El área de estudio para este experimento es el límite real 

entre las áreas quemadas y no quemadas y el bosque al este del área afectada permanece como un 

bosque maduro dominado por Pinus sylvestris L. 
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Figura 7. Aplicación del algoritmo general sobre un bosque joven de robles y un bosque maduro de Pinus sylvestris L. sin 

segmentación de clases en la zona del incendio de Chequilla, junio de 2020. Dentro del cerco rojo, bosque maduro de Pinus 

sylvestris L con una notable infravaloración de la biomasa.  

 

El GPR proporciona valores subestimados de biomasa para un bosque maduro homogéneo de 

Pinus sylvestris L., lo que indica la necesidad de segmentar las áreas de estudio y evitar confusiones 

en la clasificación antes de realizar las estimaciones.  

 

5. Discusión 

 

Se ha propuesto una metodología rentable y sencilla para evaluar las existencias de biomasa 

que requiere un número muy reducido de parcelas muestreadas en los inventarios forestales. Esta 

metodología aplica métodos de regresión de procesos gaussianos sobre los datos de reflectividad de 

superficie de Sentinel-2 y los inventarios forestales obtenidos tras el trabajo de campo. De este modo, 

las reservas de carbono, expresadas como CO2 eq. secuestrado, pueden calcularse directamente en 

función de los datos de biomasa total.  

 

Los resultados de esta investigación permiten evaluar un método innovador y operativo de 

aprendizaje automático como es el método no paramétrico de base empírica de regresiones de 

procesos gaussianos para la evaluación de la biomasa a resolución decamétrica para Sentinel-2. Este 

método ha demostrado ser un método excelente en términos de rentabilidad en un bosque de zonas 

templadas de robles con arbustos en estado de matorral. Para un área de hasta 136 ha, 33 muestras 

han sido suficientes para lograr un R2 de 0,83, lo que significa una parcela de muestreo por casi cada 

4 ha de monte bajo regenerado.  

 

Se han propuesto otras metodologías para realizar inventarios forestales precisos, por medios 

tradicionales (DGCN, 2006) o incluso LiDAR (ORTUÑO-PÉREZ et al., 2013; VINUÉ et al., 2017) pero la 

metodología aquí introducida reduce el coste y es capaz de representar más del 80% de la 

variabilidad del bosque con sólo una parcela cada 4 ha.  

 

Este método de regresión no necesita una selección explícita de bandas espectrales y las 

resoluciones espectrales del sensor MSI de Sentinel-2 son válidas para este propósito. Esta 

metodología supera los resultados obtenidos por las regresiones tradicionales entre los valores 

biofísicos y los índices ópticos. Evitar la intervención del usuario haciendo una selección apriorística 

de las bandas permite al GPR optimizar la extracción de la información relevante de cada banda.  
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El rango de biomasa en este estudio se sitúa entre 5 y 14 Mg*ha-1 y el RMSE obtenido es bajo, 

lo que muestra un alto nivel de determinación encontrado. De hecho, se ha obtenido un error medio 

de alrededor del 20% de la biomasa total en esta estructura forestal. Esta magnitud de error es lo 

suficientemente baja como para clasificar cada píxel dentro de la clase correspondiente de los 

modelos de combustible (QUÍLEZ y CHINCHILLA 2013) y mejora la segmentación espacial ya que la 

representación de los resultados es precisa usando los píxeles de Sentinel-2 con una resolución de 

10x10 m2, siendo además este método sencillo y fácil de implementar. 

 

Esta metodología proporciona información más precisa sobre la biomasa y el contenido de 

carbono que los estudios anteriores y puede utilizarse como una mejora importante de la precisión 

para la evaluación del secuestro de carbono (MONTERO et al., 2005). Una vez que se ha estimado el 

secuestro de carbono para toda el área de estudio, y en la medida en que se puede suponer un 

crecimiento anual lineal del monte bajo de roble joven hasta una altura dominante de 5 m (ADAME et 

al., 2006) se puede evaluar un secuestro medio de carbono de 2,094 Mg ha-1 año-1 para esta 

estructura arbustiva, de acuerdo con estudios previos de cuantificación de carbono (PASALODOS-

TATO et al., 2015). 

 

En esta área de estudio de 10x10 km2, se demostró claramente que los valores de NDVI son 

muy similares tanto para las áreas quemadas como para las recuperadas y otras partes del bosque 

no perturbadas. En consecuencia, debe evitarse la aplicación del GPR entrenado para una estructura 

forestal específica sobre otros tipos de bosque, ya que creará confusión en la evaluación de cualquier 

variable biofísica puesto que los valores de reflectividad son bastante similares para ambos grupos de 

vegetación y sólo una clara segmentación de las áreas objetivo puede resolver este defecto.  

 

Aunque se han propuesto algunos métodos espectrales para la clasificación del terreno 

después de un incendio forestal mediante una segmentación de las áreas (GUILLEM-COGOLLOS et al., 

2017), se recomienda el uso de mapas de verdad-terreno para aplicar los algoritmos sobre las 

mismas estructuras forestales. Según DONG et al., (2003) y MUUKKONEN & HEISKANEN (2005) la 

segmentación de las clases es necesaria para evitar errores en la evaluación de la biomasa, ya que 

los valores de reflectividad no son válidos para segmentar las estructuras forestales en pequeñas 

áreas. 

 

 Además, la información de los SIG mejora esta metodología para la estimación de la biomasa 

en términos de precisión, consumo de tiempo y costes. Si se comete algún error de clasificación del 

terreno, el GPR subestimará o sobreestimará los resultados, como se demuestra en un ensayo sobre 

14,8 Ha de Pinus sylvestris L.  

 

6. Conclusiones 

 

La combinación de imágenes Sentinel-2, regresiones mediante procesos gaussianos, una base 

de datos reducida, la segmentación del terreno y las estructuras forestales y el uso del SIG se 

considera un método adecuado para la evaluación de la biomasa en matorrales y puede ser una 

herramienta esencial para los inventarios y la gestión forestal asequible y adaptable. Como ventaja 

principal de este método se ha demostrado que una base de datos reducida puede ofrecer excelentes 

resultados y evitar los largos y costosos inventarios forestales necesarios para la gestión forestal a 

escala local. 
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