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Cartografia de alta resolucion de combustibles de copas en masas de Pinus sylvestris L. a partir de
modelos derivados de LiDAR aéreo
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GUIJARRO GUZMAN, M.2, MADRIGAL OLMO, J.2

1 AGRESTA Sociedad Cooperativa.
2 Laboratorio de incendios forestales, Centro de Investigacion Forestal, INIA-CSIC

Resumen

La caracterizacion de la cantidad y distribucion espacial de la biomasa aérea en masas arboladas es
clave para evaluar el riesgo de incendio y su severidad potencial, asi como para planificar actuaciones
preventivas orientadas a reducir su impacto. La tecnologia LiDAR permite generar cartografia de
variables descriptivas de la estructura de los combustibles de copas en grandes superficies. Sin
embargo, para obtener estimaciones fiables es necesario disponer de modelos adaptados a las
particularidades de cada especie, calibrandolos adecuadamente con datos de campo. Este estudio
utiliza informacion LiDAR de la segunda cobertura del PNOA (1 p/m?2) para la modelizacion de la altura
de la base de las copas (CBH), la carga de combustible disponible (CFL) y la densidad aparente de
combustible de copas (CBD) en parcelas de Pinus sylvestris L. Se exploran distintas formulaciones,
encontrando mejores ajustes para la variable CBH, seguida de CFL, siendo CBD la mas dificil de
estimar. Los modelos se emplearon para generar cartografia de alta resolucién de los combustibles
de copas en los pinares de Valsain (Segovia), input requerido para simulacion de incendios,
comparando los resultados con modelos obtenidos a partir de datos LiDAR de la primera cobertura
del PNOA (0,5 p/m?2) en la misma zona.

Palabras clave
Modelizacion de combustibles, riesgo de incendio, LIDAR PNOA, simulaciéon de incendios, gestién
preventiva.

1. Introduccion

El cambio climatico y los cambios de usos del suelo estan incrementando la ocurrencia de
grandes incendios, que suponen actualmente una de las mayores amenazas para la conservacion de
las masas forestales (KARAVANI et al. 2018). La caracterizacion de la cantidad y distribucion espacial
de la biomasa aérea en formaciones arboladas es clave para evaluar el riesgo de incendio y su
severidad potencial, asi como para planificar actuaciones preventivas orientadas a reducir su impacto
(KRAMER et al. 2014; JIMENEZ et al. 2015; SALIS et al. 2016).

El desarrollo de la tecnologia LiDAR y la disponibilidad de datos en formato abierto, como los
proporcionados por el Plan Nacional de Ortofotografia Aérea (PNOA) en Espana, han permitido el
avance en el conocimiento de la utilidad de este tipo de informacion para la monitorizaciéon de las
masas forestales (MORSDORF et al., 2004; HUDAK et al., 2008; MARTIN-ALCON, et al., 2015). En
particular, los datos LiDAR aéreos son una fuente de datos extremadamente Util para la
caracterizacion estructural de la vegetacion en grandes superficies, permitiendo generar cartografia
de variables descriptivas de los combustibles (MARINO et al. 2016; PRICE & GORDON, 2016; MAURO
et al., 2021).

Sin embargo, para obtener estimaciones fiables de los combustibles del dosel arbéreo es

necesario disponer de modelos calibrados y adaptados a las particularidades de cada especie,
calibrandolos adecuadamente con datos de campo. Existe abundante literatura cientifica sobre
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trabajos previos que estiman las principales variables descriptivas de los combustibles de copas a
escala de rodal a partir de datos LiDAR aéreo. En general, las variables mas estudiadas y con mas
modelos disponibles son la altura de la base de copa (CBH) y la carga de combustible disponible
(CFL), con numerosos estudios en masas de distintas especies de pinos (GONZALEZ-OLABARRIA et al.,
2012; GONZALEZ-FERREIRO et al., 2014, 2017; HEVIA et al., 2016; BOTEQUIM et al., 2019; RUIZ et
al., 2021). También existen referencias a modelos ajustados para la densidad aparente de copas
(CBD) en pinares, pero estos estudios son mucho mas escasos (RIANO et al., 2004; GONZALEZ-
FERREIRO et al., 2014; HEVIA et al., 2016; BOTEQUIM et al., 2019). Sin embargo, hay muy pocos
trabajos en masas de Pinus sylvestris que utilicen datos LiDAR del PNOA para la estimacion de CBH y
CFL (FIDALGO-GONZALEZ et al., 2019), y ninguno para la estimacién de CBD en la literatura
consultada.

2. Objetivos

El objetivo de este trabajo es la modelizacion de las principales variables descriptivas de los
combustibles de copas en masas de Pinus sylvestris L. mediante informacién LiDAR del PNOA. En
particular, las variables objeto de estudio son la altura de la base de las copas (CBH), la carga de
combustible disponible (CFL) y la densidad aparente de combustible de copas (CBD).

3. Metodologia
3.1. Area de estudio

El area de estudio se sitla en el monte n°2 del C.U.P. de la provincia de Segovia, denominado
“Pinar” y perteneciente al Organismo Auténomo Parques Nacionales. Este monte se sitla dentro del
Parque Nacional Sierra de Guadarrama y esta gestionado por el Centro Montes y Aserradero de
Valsain. Las formaciones forestales estan compuestas principalmente por masas arboladas
dominadas por Pinus sylvestris L., con zonas de sotobosque que pueden incluir otras especies
arbéreas como el rebollo (Quercus pyrenaica Willd.) o el acebo (llex aquifolium L.) asi como helecho
(Pteridium aquilinum (L.) Kuhn) y distintas especies de matorral (ej. Juniperus communis subsp.
alpine (Suter) Celak, Cytisus oromediterraneus Rivas Mart. & al. y Adenocarpus hispanicus (Lam.)
DC.). Recientemente se ha realizado la revision del plan de ordenacién del monte, que compatibiliza
el uso recreativo de las masas forestales con la explotacion sostenible de la madera, uso tradicional
de la zona que se viene manteniendo desde finales del siglo XIX. El relieve del terreno presenta
pendientes fuertes (>30%) en la mayor parte del monte. La altitud varia de unos 1.200 a 2.000 m,
con precipitaciones entre 700 mm y 1.350 mm a lo largo del ano y temperaturas maximas promedio
de 22 °C en verano y minimas promedio de -1 °C en invierno.

3.2. Datos de inventario en campo

En 2016 se levantaron 30 parcelas circulares seleccionadas sobre una red sistematica
previamente existente. En ellas se caracterizaron los combustibles existentes en un radio de 13 my
14,1 m. Este tamano de parcelas se eligié6 para poder comparar los resultados con los inventarios
previos de 2010 (radio 13 m) y con los procesados LiDAR a utilizar para la estimacion de los
combustibles de copas (superficie equivalente al pixel de los raster de métricas). Los centros se
localizaron con GPS de precision submétrica, necesario para poder garantizar la equivalencia entre
los datos de campo y los retornos de las nubes de puntos de cada parcela.

En cada parcela se midieron los diametros normales de todos los pies mayores (DBH > 7,5 cm),

asi como la altura total, altura de la base de la copa (primera rama viva), y didmetros de copa (2
valores perpendiculares) de una muestra aleatoria de 10 arboles. A partir de estos datos de

-
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inventario, se calcularon la altura de la base de las copas (CBH), la carga de combustible disponible
(CFL) y la densidad aparente de combustible de copas (CBD) de cada parcela.

La carga de combustible disponible en copas (CFL, kg/m?2) se consideré como la biomasa foliar,
utilizando para su calculo las ecuaciones de MONTERO et al. (2005). La densidad aparente de
combustible (CBD) se calcul6 a partir de CFL, considerando la longitud promedio de las copas en la
parcela como la altura total menos CBH. En la siguiente tabla se resumen las caracteristicas de la
vegetacion inventariada en las parcelas de campo.

Tabla 1. Variables descriptivas de la vegetacion en las parcelas de inventario de campo. N, densidad (pies/ha); G,
area basimétrica (m2/ha); Dg, diametro medio cuadratico (cm); H, altura dominante (m); CBH, altura de la base de las copas
(m); CFL, carga de combustible disponible (kg/m?2); CBD, densidad aparente de copas (kg/m3); e.s., desviacion estandar.

Valor N G Dg H CBH CFL CBD
minimo  240,2 188 156 112 1,2 0,47 0,04
maximo 2273,5 746 449 323 222 1,73 0,30

media 873,4 41,1 280 204 83 1,00 0,12

e.s. 4908 125 91 56 47 031 0,05

Figura 1. Area de estudio y localizacion de las parcelas de inventario en campo.
3.3. Datos LiDAR

Los datos LiDAR utilizados en este estudio corresponden a la segunda cobertura del PNOA en la
provincia de Segovia, volados entre agosto y noviembre de 2018, con una densidad de 1 p/mz2. Los
datos LiDAR fueron descargados en formato LAS de la web del centro de descargas del IGN (CNIG).

El procesado de los datos LiDAR se realizé utilizando el software FUSION (MCGAUGHEY, 2014) y
QGIS (QGIS Development Team, 2014). Los retornos de la nube de puntos fueron clasificados como
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suelo y vegetacion. Los retornos de suelo se utilizaron para generar un modelo digital del terreno
(DTM) de 2 m de resolucion. Este DTM se empled para normalizar los retornos de vegetacion y
determinar las alturas respecto al suelo en los cortes de las nubes de puntos correspondientes a las
parcela de inventario.

A partir de las alturas de los retornos, se calcularon las métricas LiDAR en cada parcela. En la
tabla 2 se resumen los estadisticos procesados, que fueron obtenidos para distintos umbrales de
corte (0,5m, 2m y 4m). También se calcularon los retornos en distintos tramos verticales para obtener
los porcentajes normalizados por estrato de altura (PRN), siguiendo la metodologia propuesta por
SKOWRONSKI et al. (2007), con el fin de extraer la proporcidbn de retornos en cada tramo
considerando la disminucién de la penetrabilidad del laser en parcelas con distinta densidad.

Tabla 2. Métricas extraidas de los retornos de vegetacion de la nube de puntos LIDAR en cada parcela.

Nombre Descripcion

h_min Minima de las alturas de los retornos

h_max Maxima de las alturas de los retornos

h_mean Media de las alturas de los retornos

H_mode Moda de las alturas de los retornos

h_std Desviacion estandar de las alturas de los retornos
h_var Varianza de las alturas de los retornos

h_CV Coeficiente de variacion de las alturas de los retornos
h_IQ Rango intercuartilico de las alturas de los retornos
h_skew Coeficiente de asimetria de las alturas de los retornos
h_kurt Coeficiente de kurtosis de las alturas de los retornos
h_AAD Desviacion media absoluta de las alturas de los retornos
h_MADmedian Mediana de la desviacion absoluta de la mediana total
h_MADmode Moda de la desviacion absoluta de la moda total

PO5, P10, P20, P30, P40, | Percentiles 5, 10, 20, 25, 30, 40, 50, 60, 70, 75, 80, 90, 95y 99
P50, P60, P70, P80, P90, | de las alturas de los retornos

P95

CRR Canopy relief ratio (h_mean - h_min) / (h_max - h_min)

PFRi Porcentaje de primeros retornos por encima de la altura de corte i

PFRmean Porcentaje de primeros retornos por encima de la altura de la
media

PFRmode Porcentaje de primeros retornos por encima de la altura de la
moda

PAR; Porcentaje de todos los retornos por encima de la altura de corte i

PARmean Porcentaje de todos los retornos por encima de la altura de la
media

PARmode Porcentaje de todos los retornos por encima de la altura de la
moda

PRN_S; Porcentaje de retornos normalizados por tramos de altura,

calculados a partir del nimero de retornos (NR) dentro y por
debalo de cada estrato (Si):
(NRi+1/ (NRtotar - NRi))*100

-
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3.4. Analisis estadistico

Los métodos estadisticos utilizados para la modelizacién del combustible incluyeron técnicas de
regresion paramétricas (regresién) y no paramétricas (machine learning). Para los modelos de
regresion se probaron formulaciones lineales, potenciales y exponenciales. Todos los modelos se
ajustaron mediante el software libre R (R Development Core Team, 2014).

En los modelos ajustados mediante andlisis de regresion se consideraron distintas
combinaciones de métricas LiDAR, seleccionando el mejor modelo en funcion del nivel de
significacion (p-valor < 0,05) global del modelo y las variables predictoras, asi como el valor de R2-
ajustado, error medio cuadratico (RMSE) y el porcentaje del error medio absoluto (MAPE). Este Ultimo
estadistico es (til para comparar el nivel de error en modelos ajustados para distintas variables
dependientes.

La modelizacién no paramétrica se llevé a cabo utilizando Random Forest (RF) (Breiman, 2001),
mediante el paquete ranfomForest (Liaw y Wiener, 2002). Estos modelos RF se ajustaron optimizando
la seleccion de las métricas consideradas como input para la estimacién de las variables
dependientas. La importancia de las variables se utilizé para identificar la contribucién relativa de
cada métrica al modelo RF. La selecciéon del mejor modelo se basd en el valor de pseudo-R2 que
indica la variabilidad explicada asi como el RMSE y MAPE resultante.

4. Resultados

Los resultados de los distintos tipos de modelos se muestran en la tabla 3. El analisis de
modelizacién con distintas técnicas de regresion indicé que la altura de la base de las copas (CBH)
fue la variable que mejor estimada independientemente del método utilizado (paramétrico o no
paramétrico).

Para CBH, los rangos de variabilidad explicada estuvieron entre 0,83 y 0,88, con rango de
errores RMSE (m) entre 0,91 y 1,85 y MAPE (%) entre 9.8 y 24,6. Aunque el menor nivel de error se
observd en el modelo no paramétrico (RF) los modelos de regresion lineal y exponencial aumentaron
R2.

La carga de combustible disponible (CFL) mostré resultados algo mas moderados a nivel de
variabilidad explicada, con R2 entre 0,52 y 0,68. Sin embargo los niveles de error fueron similares o
algo mejores que para CBH, con RMSE (kg/m?2) entre 0,09 y 0,18 con niveles de MAPE entre 8,3 y
17,0.

Los peores ajustes se observaron para los modelos de estimacion de la densidad aparente de
copas (CBD). El rango de variabilidad explicada (R2) estuvo entre 0,47 y 0,59. En cuanto a los errores,
RMSE (kg/m3) vari6 entre 0,03 y 0,09 mientras que MAPE (%) observado fue del 11,8 al 21,8.

Los mejores modelos ajustados se utilizaron para la generacion de cartografias continuas de los

combustibles de copas en la zona de estudio, a partir los raster de métricas LiDAR utilizados como
datos de entrada en las ecuaciones obtenidas (Figura 2).

-
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Tabla 3. Resumen de los mejores modelos obtenidos para las variables estudiadas. Los subindices indican el umbral de
corte del procesado (excepto métricas PRN, donde ya se indica el tramo de altura considerado).* R2 ajustado para los
modelos paramétricos (lineal, potencial, exponencial) y Pseudo R2 para los modelos Random Forest (RF).

Variable

Modelo

inputs

R2aj*

RMSE

MAPE

CBH

lineal

PO5.05

0,88

1,61

24,6

potencial

h_meanaos
PRN_3a4

0,83

1,76

14,6

exponencial

h_meanaos
PRN_3a4

0,88

1,85

18,1

RF

PRN_4a5
PRN_6a8
P10a2
P25a2
P05a2
(+7 métricas)

0,84

0,91

9,8

CFL

lineal

PFRaos
P05a05

0,62

0,18

17,0

potencial

PFRa2
P05a05

0,62

0,17

15,9

exponencial

PFRa2
PRN_1a2

0,68

0,16

14,4

RF

PFR_a4
PFR_a05
PFR_a2
P10
(+26 métricas)

0,52

0,09

8,3

CBD

lineal

PFRa2
PRN_1a2

0,59

0,03

21,8

potencial

PFR_a2

0,49

0,09

20,5

exponencial

PFRa2
PRN_1a2

0,57

0,08

18,8

RF

PFRaa
PFRao0s
PRN_Ob5a1l
h_'QaQ
h_MADmModea>

0,47

0,04

11,8

g

G
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Figura 2. Ejemplo de cartografia de la densidad aparente de combustible en copas generada para la zona de estudio.

5. Discusion

Independientemente de las distintas formulaciones exploradas, se encontraron mejores ajustes
para la variable CBH, seguida de CFL, siendo CBD la mas dificil de estimar. Este resultado es
coherente con el observado por otros autores en estudios que incorporan la modelizaciéon de varias
de estas variables a partir de datos LiDAR del PNOA (GONZALEZ-FERREIRO et al. 2014, 2017;
BOTEQUIM et al., 2019; FIDALGO-GONZALEZ et al., 2019).

En masas de pino de Galicia, GONZALEZ-FERREIRO et al. (2017) encontraron modelos de CBH
con variabilidad explicada de 0,49 y 0,52 para P.pinaster y P.radiata, respectivamente, frente a
valores para CFL de 0,41 y 0,46. Estos mismos autores presentaron modelos para P.pinaster con R2
de 0,98, 0,82 y 0,36 para CBH, CFL y CBD, respectivamente (GONZALEZ-FERREIRO et al., 2014). En
masas de pinonero (P.pinea) en Extremadura, BOTEQUIM et al. (2019) encontraron modelos de
estimacion con R2 de 0,75, 0,71y 0,38 para CBH, CFL y CBD, respectivamente.

Sin embargo, para estudios realizados con vuelos LiDAR de mucha mayor densidad que los
datos del PNOA, los mejores resultados se observaron para la variable CFL. En un estudio realizado en
masas de coniferas norteamericanas con datos LiDAR de >3.5 p/m2, ANDERSEN et al. (2005)
encontraron mejores ajustes para CLF (R2 = 0,86) que para CBH (R2 = 0,77) y CBD (R2 = 0,84). En
pinares espanoles, HEVIA et al. (2016) también observan mejores resultados para CFL (R2 = 0,94)
que para CBH y CBD (ambos R2 = 0,89) en masas de P.pinaster con datos de vuelos LiDAR de
densidades muy superiores a las del PNOA (8-16 p/m?2).

22
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Nuestros modelos para P. sylvestris mostraron mejores ajustes para CBH y CFL que estudios
previos en la misma especie (FIDALGO-GONZALEZ et al.,, 2019) y en otras masas de pinos
peninsulares (GONZALEZ-FERREIRO et al. 2017, BOTEQUIM et al. 2019). No obstante, hay que tener
en cuenta que el menor nimero de parcelas utilizado en el presente trabajo (n=30) respecto a estos
estudios previos (n>100), puede afectar a los resultados de ajuste de los modelos debido a una
potencial menor variabilidad estructural de las masas. Sin embargo los niveles de error (RMSE)
observados para estas dos variables (CBH y CFL) fueron similares a los de las referencias existentes.

Por otro lado, también cabe sefnalar que los estudios previos mencionados se realizaron con
datos de menor densidad (0,5 p/m2) correspondientes a la primera cobertura LIiDAR del PNOA,
mientras que en el presente trabajo se empleb la segunda cobertura LIDAR que en la zona de estudio
tenia el doble de densidad (1 p/m2). En un estudio previo comparando distintos vuelos LiDAR casi
simultaneos pero de distinta densidad realizados en esta misma zona de estudio de Valsain
(Segovia), se observd que la densidad de pulsos afectd significativamente las métricas relacionadas
con la densidad (fraccién de cabida cubierta, % de nimero de retornos) pero no a las métricas
relacionadas con las alturas (percentiles). Sin embargo, los modelos de estimacién de la carga de
combustible en copas (CFL) fueron parecidos tanto en grado de ajuste como en las variables incluidas
(MARINO et al. 2017). Comparando los resultados para la variable CFL de ambos estudios, en
MARINO et al. (2017) se encontraron ajustes similares utilizando modelos de regresion potenciales
(R2 =0,65 para 0,5 p/m2y R2 = 0,59 para 1,5 p/m2) frente al presente estudio (R2 = 0,62). En este
caso, las variables predictoras incluidas en los modelos potenciales son casi las mismas: PFR
(métrica equivalente a la fraccién de cabida cubierta del arbolado) y P20 (con umbral de corte a 2 m)
para los modelos de MARINO et al. (2017) frente a PFR y PO5 (con umbral de corte a 0,5 m)
observados en este estudio. Sin embargo, segln los resultados del presente trabajo los modelos de
regresion con formulaciéon exponencial combinando PFR con PRN_1a2 (porcentaje de retornos
normalizado del estrato 1-2m) parece proporcionar mejores ajustes para la carga de combustible
disponible en estas masas de pinar a partir de los datos LiDAR de la segunda cobertura del PNOA
(1p/m2). No obstante, los modelos no paramétricos (RF) combinando gran cantidad de métricas
proporcionaron los menores de errores de estimacion (RMSE < 1 m, MAPE < 10%).

En relaciéon a la altura de la base de las copas (CBH), las variables predictoras mas importantes
incorporadas en los modelos fueron percentiles bajos (P25 o menor), altura media (h_mean) y PRN de
tramos inferior (entre 3 y 8 m). Este resultado contrasta con los inputs de modelos ajustados para la
misma especie en Galicia (FIDALGO-GONZALEZ et al., 2019), en los que los mejores ajustes se
encontraron para regresion lineal con un percentil alto (P90).

Para la variable CBD existen menos referencias en la literatura. Aunque es la variable mas dificil
de estimar, nuestros resultados son mejores que los obtenidos para otras especies de pinos a partir
de datos LIDAR del PNOA (GONZALEZ-FERREIRO et al. 2014; BOTEQUIM et al. 2019) pero muy
inferiores a los de estudios con LiDAR de densidades mucho mayores (ANDERSEN et al., 2005; HEVIA
et al., 2016). RIANO et al. (2004) encontraron buenos ajustes para P.sylvestris (R2 = 0,80) en una
zona de estudio préxima de la Sierra de Guadarrama, pero utilizando una mayor densidad de pulsos y
un menor nimero de parcelas (n=10). GONZALEZ-FERREIRO et al. (2014) sugirié utilizar una
estimacion indirecta a partir las estimaciones previas de CBH y CFL derivadas de LiDAR, obteniendo
un incremento considerable del nivel de ajuste (R2 = 0.59 y RMSE = 0,03 kg/m3 frente a R2= 0,36y
RMSE =0,02 kg/m3) en masas de P. radiata. En cuanto a las variables predictoras, los inputs de los
mejores modelos encontrados, regresion con formulacion lineal y exponencial, coinciden con los de
los modelos de CFL (PFR y PRN_1a2).

Los mejores modelos se seleccionaron para generar cartografias continuas de las principales

variables descriptivas de los combustibles de copas en la zona de estudio. Estas cartografias de alta
resolucion espacial, junto con las de modelos de combustible superficial también derivadas de datos
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LiDAR (MARINO et al. 2016), son requeridas como datos de entrada en los programas de simulacion
de incendios (ej. FARSITE, FlamMap), siendo de gran utilidad para el estudio del riesgo de incendios
de copas en funcion del comportamiento potencial del fuego (SALIS et al. 2016).

6. Conclusiones

Para los vuelos LiDAR del PNOA, independientemente del tipo de formulacion utilizada, se
observan en general mejores resultados para los modelos de estimacion de la altura de la base de la
copa, CBH (R2 entre 0,83 y 0,88), con modelos de ajustes moderados para la estimaciéon de la carga
de combustible disponible, CFL (R2 entre 0,52 y 0,68), y siendo la densidad aparente de combustible,
CBD, la mas dificil de estimar (R2 entre 0,47 y 0,59). Comparando los resultados con estudios previos
en la misma zona de estudio, el efecto de la densidad de pulsos no parece ser muy relevante para la
mejora de los modelos de estimacion de los combustibles de copas, al menos para los vuelos LIDAR
de densidades inferiores a 2 p/m2, como es el caso de la segunda cobertura LiDAR del PNOA utilizada
en este estudio.

Adicionalmente, el andlisis de los resultados de este trabajo junto a estudios similares
realizados en otras formaciones de pinar pone de manifiesto las diferencias existentes en cuanto a
los inputs y formulaciones de este tipo de variables de combustibles del dosel arbéreo que no se
pueden obtener de forma directa a partir de la informacién LiDAR. Es necesario por tanto tener
cautela a la hora de aplicar ecuaciones previas existentes para la generacion de cartografias de
combustibles de copas, conociendo las limitaciones de extrapolar modelos ajustados en masas de
otras areas geograficas, con distinta tipologia estructural, o a partir de datos LiDAR con caracteristicas
muy diferentes a los utilizados para su calibracion.
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